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zastepce Dyrektora Instytutu.

1. Charakterystyka zagadnienia naukowego podjetego w pracy, tezy pracy
oraz umiejscowienie podjetego zagadnienia w nauce Swiatowej

Rozprawa doktorska Pana magistra Michata Romaszewskiego dotyczy opracowania nowych metod
klasyfikacji obrazéw hiperspektralnych. Obrazy te naleza do specyficznej grupy obrazow uzyskanych
z wykorzystaniem sensoréw wielo-spektralnych dzigki czemu uzyskuje si¢ znacznie wigksze pokrycie
pasma promieniowania niz to ma miejsce np. w przypadku dobrze znanych obrazéw kolorowych RGB.
Dzieki ilosci przenoszonej w ten sposob informacji, w wielu dziedzinach nauki oraz techniki, takich jak
np. geografia, kartografia, ekologia, rolnictwo, kryminalistyka, poszukiwania i ratownictwo, obrazy
hiperspektralne znajduja liczne zastosowania. Umozliwiaja one bardziej doglebna analize wlasciwosci
obserwowanych obiektéw niz ma to miejsce w przypadku zastosowania np. wspomnianych obrazéw
kolorowych. Tym niemniej, ze wzgledu na koniecznos¢ zastosowania specjalnych sensoréw, proces
akwizycji jest kosztowny. Z kolei ze wzgledu na charakter oraz ilo$¢ danych, klasyfikacja obrazow
hiperspektralnych pociaga za soba koniecznos¢ opracowania innych podejs¢ niz popularne i dobrze
znane metody klasyfikacji innych typéw sygnatéw. Praca p. mgra inz. Michata Romaszewskiego
wpisuje si¢ w ten nurt badan zwigzanych z opracowaniem skutecznych metod klasyfikacji obrazow
hiperspektralnych.

Podjety przez p. mgra inz. M. Romaszewskiego problem badawczy uwazam za istotny. W pracy zostata
przedstawiona nastepujaca teza ,,Application of multi-view and semi-supervised learning improves the
accuracy of hyperspectral image classification algorithms”. Teza ta zostata nastepnie wykazana.
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Doktorant potrafit opracowaé dwie zaawansowane i przede wszystkim skuteczne metody klasyfikacji

obrazéw hiperspektralnych. Metody te uwazam za gtéwne osiagniecie naukowe p. mgra inz. Michata
Romaszewskiego.

Rozprawa jest obszerna, liczy ponad 140 stron i sktada si¢ z 6 rozdziatéw, jak réwniez bogatego spisu
literatury ~ dotyczacej przedmiotu badan. Przedstawiona praca ma charakter teoretyczno-
cksperymentalny i bez watpienia plasuje si¢ w dyscyplinie informatyka.

2. Najwazniejsze osiggniecia naukowe przedstawione w rozprawie, ich
oryginalnosé oraz pozycja w stosunku do stanu wiedzy

Do najwazniejszych osiagnie¢ naukowych Doktoranta, p. mgra inz. Michata Romaszewskiego,
opisanych w recenzowanej pracy i stanowiacych oryginalny dorobek zaliczy¢ mozna zaproponowanie,
anastepnie opracowanie teoretyczne, wykonanie oraz przetestowanie dwoch réznych metod klasyfikacii
obrazéw hiperspektralnych. Ponizej przedstawiona zostata krétka charakterystyka obydwu rozwiazan.

1. Zastosowanie paradygmatu uczenia pot-nadzorowanego (ang. semi-supervised) w schemacie do-
uczenia (ang. co-training), jak réwniez zastosowanie zaréwno cech przestrzennych, jak
i spektralnych punktéw obrazowych do opracowania oryginalnej metody klasyfikacji obrazéw
hiperspektralnych. Metody klasyfikacji dzieli sie czesto na podstawowe dwie grupy: metody
nadzorowane, ktére umozliwiaja otrzymanie dziatania zblizonego do eksperckiego, co uzyskiwane
Jest dzieki danym wezesniej sklasyfikowanym (poetykietowanym, oznaczonym) przez eksperta,
oraz druga grupa tzw. metod nienadzorowanych, w ktérych dzieki znalezieniu pewnych
wspolnych wiasciwoéci danych mozliwa jest ich klasteryzacja, badz tez klasyfikacja. Oczywiscie,
metody nadzorowane wymagaja duzego naktadu zwigzanego z przygotowaniem danych. Istniejg
tez tzw. metody pét-nadzorowane, faczace obydwa te podejscia. Co wiecej, wykazano ze
zastosowanie tzw. do-uczenia pozwala na znaczne zwigkszenie doktadnosci wynikowego
klasyfikatora, dzigki uzyciu zaréwno dostepnych danych oznaczonych, jak i tych nieoznaczonych,
ktore w kolejnych procesach iteracyjnych zostajg wykorzystane do poprawy klasyfikatorow juz
istniejacych. Podejscie tego typu zastosowat réwniez Doktorant w opracowanej metodzie.
W pierwszym kroku dane nieoznaczone klasyfikowane sg przez dwa klasyfikatory, wytrenowane
wezesniej na dostgpnej puli danych oznaczonych. Wyniki ich klasyfikacji sa nastepnie
szeregowane pod katem pewnosci odpowiedzi, np. na podstawie zwracanego
prawdopodobienstwa przynaleznosci do danej klasy, a nastepnie tak wyselekcjonowane
odpowiedzi z powrotem zasilaja zbior danych uczacych, ponownie wykorzystany do kolejnego
trenowania klasyfikatorow. Mozna wykazaé, ze taki proces postepowania prowadzi do otrzymania
wysoce skutecznych klasyfikatorow, o jakosci znacznie przekraczajacej klasyfikatory trenowane
wytacznie na danych oznaczonych. Metoda ta, ze wzgledu na uzycie dwoch klasyfikatorow typu
P oraz N, zostala nazwana przez Autora PNGrow. Na poréwnawczych zbiorach obrazéw
hiperspektralnych, takich jak Indian Pines, Modified Indian Pines oraz Pavia University i La Selva,
wykazuje ona znaczng skutecznosé klasyfikacji, poréwnywalna lub przewyzszajaca wiele innych
metod klasyfikacji obrazéw hiperspektralnych.

2. Opracowanie podstaw teoretycznych, jak rowniez implementacji pot-nadzorowanej metody
klasyfikacji obrazéw hiperspektralnych z wykorzystaniem wielo-zaleznosci danych (ang. multi-
view). W podejsciu tym p. mgr inz. Michal Romaszewski zastosowal wielo-zalezno$¢
(wieloaspektowos¢) cech danych w postaci kolekgji jednokierunkowych wazonych graféw do
klasyfikacji z wykorzystaniem btadzenia losowego (ang. random walk). Metoda ta zostala opisana



w postaci algorytmu (Algorithm 1, str. 50), ktéry nastepnie zostat przeanalizowany teoretycznie,
jak rowniez zbadany eksperymentalnie. Bardzo wazne jest tutaj opracowanie przez Autora
warunkow koniecznych oraz wystarczajacych istnienia rozwigzania w postaci prawidtowego
poetykietowania kazdego z weztow grafu, czyli w rezultacie mozliwosci przeprowadzenia petnej
klasyfikacji danych. Jest to bardzo cenne osiagniecie przede wszystkim teoretyczne, ale rowniez
umozliwiajace w praktyce okreslenie mozliwoséci dziatania metody w danych warunkach
eksperymentalnych. Metoda ta umozliwia réwniez okreslenie wystepowania klastrow danych,
czyli miejsc grupowania danych. Oprocz przedstawienia podstaw teoretycznych tej metody, Autor
eksperymentalnie przeanalizowat dziatanie tej metody, wykazujac duza przydatno$¢ tego
podejscia do klasyfikacji obrazoéw hiperspektralnych (Tabela 4.1). Metoda ta charakteryzuje sig
nieco mniejsza doktadnoscig niz pierwsza z opracowanych metod, jednakze dziafa lepiej niz
metody oparte of klasyfikatory SVM.

Wyzej wymienione osiagnigcia $wiadcza o duzej dojrzato$ci naukowej Pana magistra inzyniera Michata
Romaszewskiego, ktéry swobodnie porusza si¢ zarowno w dziedzinie widzenia komputerowego,
uczenia maszynowego, metod obliczeniowych, jak réowniez w dziedzinie programowania systemow
komputerowych.

3. Stabe strony rozprawy, jej glowne wady oraz zagadnienia dyskusyjne

Niewatpliwie praca napisana jest na wysokim poziomie, zaréwno pod katem naukowym, jak rowniez
edycyjnym. Tak jak juz wspomniano, Autor prezentuje kilka oryginalnych i pod katem formalnym
dobrze rozwinietych metod badawczych. Metody te zostaty rowniez gruntowne przebadane w procesie
klasyfikacji obrazow hiperspektralnych, wykazujac dobre dziatanie. Jednakze pozostaje kilka istotnych
kwestii i pytan, ktére podzielitem na zasadnicze i dotyczace wyboru gtéwnych kierunkéw i metod
badawczych, jak rowniez umiejscowienia zaprezentowanych rozwiazan w kontekscie osiagniec
wspoltczesnej nauki i tzw. state-of-the-art. W drugiej czesci przedstawiam pozostale pytania, czy tez
watpliwosci, ktére juz blizej dotycza szczegdtow prezentowanych rozwigzan.

Bardzo waznym aspektem w dziatalnosci naukowej, a szczegdlnie w naukach technicznych, jest ciggte
monitorowanie i odnoszenie sie do najnowszych i najskuteczniejszych rozwigzafn. W dziedzinie
klasyfikacji obrazéw, jak réwniez uczenia maszynowego, do ktérych nalezy réwniez recenzowana
rozprawa, w ciagu ostatnich kilku lat nastapil prawdziwy przetom za sprawg opracowania glebokich
sieci neuronowych. Sieci neuronowe znane sa od kilkudziesieciu lat. Dla przyktadu, tzw. sieci splotowe
zostaty opracowane pod koniec lat dziewie¢dziesiatych ubieglego stulecia. Tym niemniej, dzigki
badaniom naukowym, zaréwno teoretycznym (np. rozwigzanie problemu zanikajacego gradientu), jak
réwniez zwiazanym z rozwojem technologii obliczeniowych (dostepnos¢ kart graficznych), opracowane
zostaly glebokie sieci neuronowe w swojej skutecznosci znacznie przewyzszajace wigkszos$¢ znanych
rozwiazan w dziedzinie klasyfikacji obrazéw, w tym hiperspektralnych. Co wigcej, powszechna
dostepnos¢ platform programistycznych (np. TensorFlow, Teano, itd.) spowodowata prawdziwg
ekspansje rozwiazan bazujacych na gtebokich strukturach neuronowych, jak rowniez przyczynita si¢ do
wylonienia si¢ wrecz dziedziny gospodarki w postaci sztucznej inteligencji (AI). Niestety, Autor
rozprawy w ogdle tego zjawiska nie zauwaza, przytaczajac jedynie dwie publikacje z tego zakresu ([2]
z roku 2016, autorstwa Aptoula et al., oraz [19] z roku 2015, autorstwa zespotu Chen er al.). Jest to duze
niedopatrzenie, czy tez wrecz niedostrzeganie nowych i bardzo waznych, wrecz przetomowych,



kierunkéw w uprawianej dziedzinie. A opublikowanych i fatwo dostgpnych prac dotyczacych
klasyfikacji obrazéw hiperspektralnych za pomoca struktur glebokich jest wiele i sa na bardzo dobrym
poziomie. Dla przykfadu przytaczam niektore z nich, fatwo dostgpne juz od roku 2016:

L

Yunsong Lia, Weiying Xiea, Huaqing Li: Hyperspectral image reconstruction by deep
convolutional neural network for classification. Pattern Recognition 63 (2017), pp. 371-383
(online 2016)

Shi Cheng, PunChi-Man: 3D multi-resolution wavelet convolutional neural networks for
hyperspectral image classification, Information Sciences, Information Sciences, Vol. 420,
2017, pp 49-65.

(Pavia Univ. overall acc. OA=96.60, average acc. AA=95.91, Salinas: OA=94.67, AA=97.17)

Shiqi Yua, Sen Jiaa, ChunyanXub: Convolutional neural networks for hyperspectral image
classification, Neurocomputing, Vol. 219, 2017, pp. 88-98.

(Pavia Univ. overall acc. AA=67.85, Salinas AA=85.24)

M. He, B. Li and H. Chen, Multi-scale 3D deep convolutional neural network for hyperspectral
image classification, 2017 1EEE International Conference on Image Processing (ICIP), 2017,
pp- 3904-3908.

(Pavia Univ. 98.49, Salinas 97.24)

Subir Paul a, D. Nagesh Kumar: Spectral-spatial classification of hyperspectral data with
mutual information based segmented stacked autoencoder approach, ISPRS Journal of
Photogrammetry and Remote Sensing 138, 2018, pp. 265-280 (online od 2017).

M.E. Paoletti, J.M. Haut, J. Plaza, A. Plaza: 4 new deep convolutional neural network for fast
hyperspectral image classification, ISPRS Journal of Photogrammetry and Remote Sensing
145, 2018, pp. 120-147 (online od 2017).

Congcong Chen et al.: Hyperspectral classification based on spectral-spatial convolutional
neural networks. Engineering Applications of Artificial Intelligence 68, 2018, pp.165-171
(online od 2017).

(Pavia Univ. 0.9844, Indian Pines 0.9839).

Qishuo Gao, Samsung Lim: Hyperspectral Image Classification Based on a Convolutional
Neural Network and Discontinuity Preserving Relaxation. IGARSS 2018 - IEEE International
Geoscience and Remote Sensing Symposium, 2018.

Mengxin Ha et al.: Joint spatial-spectral hyperspectral image classification based on
convolutional neural network. Pattern Recognition Letters, 2018.

(Pavia Univ. 99+)

Sa to tylko niektore prace, a uwzgledniwszy rok 2019 ich ilos¢ ulegta znacznemu zwigkszeniu. Znajduja
sie tam tez prace, ktére wrecz wpisuja si¢ w metodologie przyjeta przez Doktoranta, tj. klasyfikacji
z wykorzystaniem zardéwno informacji przestrzennej, jak i spektralnej sygnatéw hiperspektralnych. Stad
tez pisanie (rozdziat 2.5, wnioski) i pordwnywanie si¢ do metod tzw. state-of-the-art w tej dziedzinie(np.
tabele 2.1-2.4), bez uwzglednienia juz dobrze zakorzenionych i znanych w $rodowisku architektur sieci
glebokich wymaga gruntownego uzupetnienia.

Oczywiscie, nastanie epoki giebokich struktur neuronowych nie musi i nie oznacza zaprzestania badan
nad innymi rozwigzaniami (gdyby tak bylo, to nigdy nie powstalyby sieci glebokie), w tym
wykorzystujgcych np. struktury grafowe do klasyfikacji obrazow, itd. Kazda z tych metod ma swoja
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specyfike, zalety i wady, np. czas i ilos¢ niezbednych danych do uczenia, ztozonos¢ obliczeniowa,
mozliwos¢ interpretacji wynikéw, itd. Co jednak jest istotne i wymagane od kazdego badacza to
Sledzenie i zauwazanie biezacego postepu nauki i techniki, jak rowniez poréwnanie swoich rozwigzan
do rozwiazan juz istniejacych. Tak wigc, Doktorant powinien znacznie bardziej odnies¢ sie, jak rowniez
poréwnac swoje wyniki, do tych rozwigzan.

Pewng zagadka jest dla mnie sposob przedstawienia wiasciwosci oraz mozliwosci aplikacyjnych drugiej
z gtéwnych metod, przedstawionej w postaci algorytmu nr 1. Na str. 94 Autor pisze ,,Results indicate
that the Algorithm 1 has a potential to be an effective method for hyperspectral image classification.
However, since clarity of its theoretical properties was the main focus of its design, its assumptions may
be oversimplified when applied to real data”. Znajdujemy tu dwie istotne, aczkolwiek zaskakujace
informacje. Jedna to ze algorytm ten ,,posiada potencjal zeby by¢ efektywnym w klasyfikacji obrazow”.
Tylko nie bardzo wiadomo na czym ten potencjal miatby polega¢, jak rowniez nie wiadomo czy Autor
juz go zna, czy tylko sie domysla. By¢ moze jest to bardziej zyczenie niz stwierdzenie. Po drugie,
i niemniej zaskakujace, ze gtdwna przestanka w jego opracowaniu byfo osiaggniecie przejrzystosci
teoretycznej rozwiazania, cokolwiek to znaczy. Niestety, nie moge si¢ zgodzi¢ z zadnym z tych
stwierdzen i by¢ moze nalezy zaliczy¢ je raczej do sformutowan nietrafionych.

Nastepna istotna sprawa, to ograniczenie ewaluacji algorytméw wytacznie do baz hiperspektralnych.
Algorytmy te wydaja si¢ by¢ na tyle uniwersalne, Ze az prosi si¢ o ich przetestowanie na jednej z wielu
dobrze dostepnych baz testowych z obrazami RGB, takimi jak np. PASCAL, German Road Signs,
CIFARI10, CIFARI100, itd. Obrazy te to rowniez jakis rodzaj ,,wielo-spektralnosci”, a sa one znacznie
bardziej urozmaicone o ile chodzi o zawartos¢, format, itd. niz dostgpne bazy hiperspektralne. Ale
oczywiscie, to tylko pomyst na przyszte badania.

Praca nie nalezy jednak do lektur fatwych, gtéwnie przez wprowadzenie wielu réwnowaznych definicji,
jak rowniez przez sama objetos¢ pracy, ktora moim zdaniem bez utraty wartosci naukowych mogtaby
zostaé skrocona do wielkosci trzech, czterech publikacji naukowych (czyli mniej wigcej o potowe).
Gtéwne pytania i niejasnosci zwigzane z tym aspektem pracy s nastgpujace.

Autor uzywa wielu roznych poje¢ dotyczacych tego samego zjawiska. Wysledzenie tego faktu zajmuje
czas i jest frustrujgce podczas analizy prezentowanych metod. Dla przykfadu uzywane jest stowo
.example”, ktére dopiero w przypisie na str. 41 wytlumaczone jest, ze jest to ,,zwykty” piksel obrazowy
.each example corresponds to a single hyperspectral pixel that can be described by a vector of
reflectance values”. Niestety, mimo iz jest to wektor, Autor nie zawsze zaznacza ten fakt poprzez uzycie
odpowiedniej czcionki (do tego celu przyjeto sig¢ uzywac czcionek typu bold), czy tez symbolu wektora
nad zmienna. Podobnie niejasne jest pojecie ,,view”, ktore w dziedzinie przetwarzania obrazoéw moze
mie¢ tez kilka innych znaczef niz uzyte przez Autora. Co prawda Autor podejmuje proby
usystematyzowania poje¢, np. w tabeli 3.1, ale w rezultacie wprowadza kolejne zamieszanie pojeciowe
— np. pierwszy wiersz, P, ,The set of examples (nodes)”, czyli ,example” to ,node”, ale tuz na
poprzedniej stronie znajdowalo sig to juz przytoczone wyjasnienie, ze by¢ moze jest to tez ,,pixel”...

Przedstawienie algorytmu 1 — Niejasne pojgcie "arguments" — raczej powinno by¢ przyjete w
algorytmice Input / Output. Od razu nasuwa si¢ tez pytanie w jaki sposob otrzymywac "na wejsciu" np.
stochastyczne macierze przejs¢ S_v, itd.

Przyjete zalozenie dotyczace eksperta typu P zaktada rownomierne jadro gaussowskie (wzdr 2.2).
Jednakze juz na poczatku lat dziewiecdziesiatych Perona i Malik pokazali, ze uzycie funkgji
anizotropowych, gdzie struktura sygnatu wptywa na strukture jadra, prowadzi do znacznie lepszych
wynikow. Dlaczego wigc zwykte jadro gaussowskie?



Autor wielokrotnie stwierdza inspiracje zastosowania dwéch klasyfikatoréw P oraz N praca Z. Kalal, er
al.: Tracking-learning-detection. IEEE Transactions on Pattern Analysis and Machine Intelligence, z
roku 2012. Jednakze uzyte tam klasyfikatory P oraz N maja nieco odmienna role i sa uzyte w inny
Sposob niz ten zaprezentowany w rozprawie. Czy mozna te dwa podejscia Jjakos poréwnaé?

Doktorant powinien tez jasno opisa¢ na ile Jego metoda, w postaci algorytmu 1, rézni si¢ od innych
podejs¢, np. zaprezentowanych w pracy [95]?

Rozdziat 4.2.1 — warto by sie zastanowic¢ jaki wptyw ma podzial danych na rozdzielne "widoki"; Wiele
metod wiasnie wykorzystuje ich korelacjg i traktuje razem.

Str. 84 — Autor zaktada zdobycie dodatkowej informacja na temat przetwarzanych danych, dobrze, tylko
Jak to zrobi¢ automatycznie? Inny klasyfikator? Ekspert?

Rozdziat 4.3.4, str. 90 — dyskusja warunkéw wystarczajacych, ale jak odporne/nieodporne jest
obliczanie tych warunkéw "wystarczalnosci” rozwigzania; Na ile ich obliczenie Jjest dokfadne,
zakladajac konkretny zbior danych. Temat ten powinien zosta¢ rozwiniety przez Doktoranta.

Podobnie dobieranie parametréw, np. wspotczynnika lambda, kontrolujacego dziatanie algorytmu,
Zaktadajac jakie$ praktyczne uzycie tych metod to dobieranie tych parametrow wydaje sie by¢ bardzo
uciazliwe. Jak to zrobié? W poréwnaniu np. z zespotem SVM'éw, gdzie znalezienie parametrow w tzw.
trybie grid-search jest stosunkowo proste.

Problem do-uczania opisany na str. 91 — na ile réznorodnosé (diversity) pomiedzy klasyfikatorami
uczestniczacymi w procesie wspot-do-uczania (ang. co-training) wspomaga dziatanie metody?

Opisana zostata nastepujaca procedura ,.In an actual classification scenario these examples could be
removed by preprocessing or heuristics such as Jor example the detector of mixed Spectra in pixels.” —
Czy to oznacza, ze musimy mieé jeszcze inny klasyfikator, lepszy? Na ile powazna jest taka wada dla
dziatania catej metody? A moze trzeba wiecej ,,co-learner’6w”?

Rozdziat 5.4.1 — Stwierdzenie ,,assumes that due to the presence of searched small target materials in
the image, statistical properties of bands where the pattern is visible become non-Gaussian” wymaga
gtebszego uzasadnienia.

Rozdziat 5 — wspomniane sg tensory, wielowymiarowe momenty statystyczne (multi-cumulants), itd.
ale brak jest wyjasnienia tych poje¢, a nawet odniesiefi literaturowych.

W podsumowaniu ,,Summary of research goals” Autor wymienia obliczenia warunkéw wystarczalnodci
SCM oraz ESCM. Ale w ogéle jaka jest ztozono$¢ obliczeniowa samego algorytmu, jak réwniez
obliczania warunkow wystarczalnosci SCM oraz ESCM? W pracy nie ma zdania na ten temat.

Tabela 4.1 prezentujagca wyniki dziatania roznych metod, z PNGrow wymienionym jako
niekwestionowany zwyciezca. Tylko jak to si¢ ma do innych jeszcze rozwiazan (random Irees, np.) nie
wspominajac o sieciach glebokich? No i to troche poréwnanie to jest by¢ moze nie-fair w stosunku do
SVM, bo w ich przypadku nie byto procesu do-uczania (co-training)?

Referencja [112] — nieprawidtowy spis autoréw tej pracy.

Powyzsze pytania maja charakter polemiczny i dotycza dalszego wyjasnienia, badz tez zawieraja
sugestie rozszerzenia pewnych zagadnien natury naukowej poruszonych w rozprawie.



4. Przydatnosc rozprawy dla nauk technicznych

Opisane powyzej metody opracowane oraz opisane w rozprawie doktorskiej p. mgra inz. Michata
Romaszewskiego sa oryginalne i zaawansowane naukowo. Metody te maja istotne znaczenie dla nauk
technicznych, zaréwno w aspekcie osiagnie¢ teoretycznych, jak i mozliwosci aplikacyjnych.
Przydatnos¢ ta jest pochodng gtéwnych i samodzielnych osiagnieé Autora, o ktorych byla mowa
W poprzednich rozdziatach recenzji. W szczegdlnosci, podkresli¢ nalezy gléwne osiagnigcia, czyli
opracowanie dwo6ch metod klasyfikacji obrazéw hiperspektralnych. Metody te zostaty gruntownie
przetestowane, wykazujac ich duza skutecznosé. Obydwie metody moga by¢ przedmiotem dalszych
badan i moga zosta¢ znacznie rozszerzone.

5. Charakterystyka dziatalnosci naukowej, w tym publikacyjnej, Doktoranta

Oprocz  przedstawionych w  poprzednich punktach analiz dotyczacych gtownych  metod
zaprezentowanych w rozprawie, istotnym aspektem jest dziatalno$é naukowa oraz publikacyjna
Doktoranta. Z nadestanych informacji, jak réwniez z analizy materiatow dostepnych w Internecie,
mozna podsumowac, ze p. Michal Romaszewski jest wspotautorem 6 publikacji. Wg bazy Web of
Science jego indeks H=2, co w przypadku Doktoranta jest wynikiem dobrym. W tym zestawie na
szczegblne wyrdznienie zastuguje publikacja w czasopismie ISPRS Journal of Photogrammetry and
Remote Sensing, w ktérym p. Michal Romaszewski jest pierwszym autorem, a ktorego tzw.
wspotezynnik Impact Factor wynosi IF=5,994, jak réwniez IEEE Transactions on Geoscience and
Remote Sensing IF=4,662, jak rowniez Geoscience and Remote Sensing Letters o IF=2,892, Forensic
Science International 1,974 oraz.

Wszystkie powyzsze osiagnigcia $wiadcza o bardzo wysokim poziomie naukowym p. mgra inz. Michata
Romaszewskiego, jak réwniez o catym zespole z ktérym wspdipracuje. Swiadczy to tez o duzej
aktywnosci oraz dojrzatosci naukowej Doktoranta. Nalezy dodaé, ze tak wysokie wspotezynniki
bibliometryczne nie naleza do czgstych nawet w przypadku habilitacji.

6. Podsumowanie

Podsumowujac stwierdzam, ze postawione w rozprawie zagadnienia badawcze zostaly prawidlowo
rozwigzane. Uzyskane rezultaty stanowig oryginalny wlasny wklad Autora rozprawy Pana mgra
inzyniera Michata Romaszewskiego w rozwdj dyscypliny naukowej Informatyka, a w szczegblnosci
dziedzin widzenia komputerowego oraz uczenia maszynowego. Pan M. Romaszewski wykazat sie przy
tym doglebna znajomoscia metod i algorytméw przetwarzania obrazéw, klasyfikacii danych, pokazat
rowniez doskonale opanowanie warsztatu badawczego, zaréwno od strony teoretycznej, jak
i praktycznej. Wszystko to $wiadezy o dojrzatosci naukowej Pana mgra inz. Michata Romaszewskiego.

Recenzowana pracg oceniam jako spelniajaca z nadmiarem wymagania stawiane rozprawom
doktorskim i zaslugujaca na wyréznienie. Wnioskuje o jej przyjecie oraz o dopuszczenie Pana
magistra inzyniera Michata Romaszewskiego do publicznej obrony.
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