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Recenzja rozprawy doktorskiej
mgr. inz. Michata Romaszewskiego

Nowe metody klasyfikacji obrazéw hiperspektralnych
(New methods for hyperspectral image classification)

1 Wprowadzenie

Rozprawa mgr. inz. Michata Romaszewskiego dotyczy problemu obrazowania hiperspektralnego
(ang. hyperspectral imaging, HSI), techniki rejestracji obrazéw w bardzo szerokim zakresie widma
elektromagnetycznego, w ktdrej obraz sktada sie wielu (nawet setek) kanatéw, odpowiadajacych
réznym przedziatom dtugosci fal. Dzigki coraz wigkszej dostepnosci odpowiednich urzadzen reje-
strujgcych, obrazowanie hiperspektralne dynamicznie rozwija sie i znajduje coraz liczniejsze zasto-
sowania. W tym sensie recenzowana rozprawa wydaje sie by¢ wiec zdecydowanie na czasie i bardzo
dobrze wpasowuje sie w rozwdj calej dziedziny.

Autor skupit sie podczas swoich studiéw doktoranckich na konstrukcji algorytméw stuzacych do
klasyfikacji obrazéw hiperspektralnych. Przez klasyfikacje rozumiemy tu nadanie wlasciwej etykiety
kazdemu pikselowi na obrazie. Przykfadowo, w obrazach obszaréw rolniczych etykiety odpowiada-
tyby réznym rodzajom rosnacych tam rolin, a w przypadku obszaréw miejskich etykietami mogtyby
by¢ typy materiatéw znajdujacych si¢ w danym miejscu, np. metal, cegly, ziemia, drzewa, itp. Natu-
ralnym pomystem na budowe algorytméw klasyfikacji, i taki wtasnie pomyst realizowany jest w catej
pracy, wydaje sie zastosowanie tutaj paradygmatu uczenia maszynowego: zamiast prébowaé recz-
nie utworzy¢ zestaw regut pozwalajacych na przypisanie wiasciwej etykiety danemu pikselowi na
podstawie jego potozenia czy wykresu spektralnego, co bytoby zadaniem bardzo trudnym lub wrecz
niemozliwym, algorytm powinien nauczy¢ sig poprawnie klasyfikowa¢ obraz na podstawie przeka-
zanej mu niewielkiej liczby przyktadéw poprawnej klasyfikacji, czyli pikseli, ktérym zewnetrzny
ekspert byl w stanie nada¢ wiasciwe etykiety. Zbiér takich przykladéw nazywa si¢ zwykle zbiorem
treningowym. Celem algorytmu jest wigc uogdlnienie informacji zawartej w zbiorze treningowym
tak, aby na jej podstawie poprawnie sklasyfikowa¢ wszystkie pozostate piksele. Jest to zadanie o tyle
trudne, ze liczba wszystkich pikseli moze z tatwoscia siega¢ milionéw, podczas gdy realnie mozemy
wymagac od eksperta uprzedniej klasyfikacji kilku do kilkudziesieciu pikseli na etykiete. Rzeczy-
widcie, z punktu widzenia uczenia maszynowego uogoélnienie z tak matego zbioru treningowego
jest sporym wyzwaniem i z pewnoscig trzeba positkowaé sie duza doza wiedzy dziedzinowej. Takie
wladnie podejscie, silnie oparte na zatozonych regularnosciach wystepowania etykiet na obrazie,
przyjmuje doktorant w swojej pracy.

Z matematycznego punktu widzenia, obraz hiperspektralny mozna wyobrazi¢ sobie jako dwu-
wymiarowa matryce pikseli, ale w odréznieniu od klasycznego obrazu, w ktérym piksele posiadaja
tylko trzy kanaty (czerwony, zielony, niebieski), liczba kanatéw d jest bardzo duza, stad piksele moz-
na traktowac jako wektory w wysoko-wymiarowej przestrzeni. Daje to ciekawy z punktu widzenia
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reprezentacji problem: z jednej strony obraz moze by¢ traktowany jako zbior d-wymiarowych wek-
toréw spektralnych, indeksowanych kolejnymi numerami pikseli; z drugiej strony, mozemy mysle¢
o obrazie hiperspektralnym jako o zbiorze d jedno-kanatowych obrazéw. Pierwsza z perspektyw
nazywana jest zwykle spektralng, za$ druga — przestrzenng.

Naturalna rzecza wydaje sie uzycie obu perspektyw do konstrukeji algorytméw klasyfikujacych
obrazy. W przypadku perspektywy spektralnej mozna wykorzystaé obserwacje, ze piksele o tych sa-
mych etykietach maja zwykle podobne przebiegi spektralne. Podobnie, w przypadku perspektywy
przestrzennej wiedza dziedzinowa podpowiada nam, ze etykiety nie zmieniaja w sposéb zupelnie
nieuporzadkowany, a raczej tworza spéjne i zwarte obszary na obrazie, czesto sporych rozmiaréw.
Wynika z tego, ze dany piksel ma spore szanse (ile akurat nie lezy na granicy danego obszaru) miec
taka sama etykiete, jak jego sasiedzi. Podejscie do uczenia maszynowego, w ktérym wykorzystuje
sie wiecej niz jedna perspektywe nazywa sie czesto podejsciem wielo-widokowym (ang. multi-view).
Co wiecej, poniewaz juz w trakcie procesu uczenia mamy do dyspozycji piksele znajdujace si¢ poza
zbiorem treningowym, czyli te, ktére chcemy sklasyfikowa¢, mamy de facto do czynienia rowniez
z tzw. problem uczenia pét-nadzorowanego (ang. semi-supervised learning), w ktérym obok zbioru
etykietowanych przyktadéw uczacych algorytm ma do dyspozycji réwniez (czesto znacznie obszer-
niejszy) zbidr przyktadéw bez etykiet.

Autor pracy stusznie zauwaza, ze skoro mamy do dyspozycji wiele widokéw oraz ogrom danych
nienadzorowanych, warto z tych cennych informacji w procesie uczenia skorzysta¢. Stad gtéwna
teza zawarta w pracy brzmi: Stosowanie wielo-widokowego i pét-nadzorowanego uczenia maszynowe-
go polepsza trafnosé algorytméw klasyfikujgcych obrazy hiperspektralne. W mojej opinii cele pracy sa
dobrze uzasadnione, interesujace, oraz wystarczajaco ambitne, aby staly si¢ przedmiotem rozprawy
doktorskie;j.

2 Ocena struktury i zawartosci pracy

Recenzowana rozprawa jest napisana sprawnie w jezyku angielskim. Mimo sporej liczby wprowa-
dzanych poje¢ i wielu wynikéw formalnych (definicji, dowodéw, twierdzer), oraz ztozonej analizy
eksperymentalnej, czyta sie ja, z pewnymi wyjatkami, bardzo dobrze. Liczy 130 stron i skiada si¢ z
szeéciu rozdzialéw. Catosciowo jej strukture oceniam bardzo pozytywnie, a sam podzial na rozdziaty
wydaje sie zupelnie naturalny i rozsadny. Narracja juz od wprowadzenia do pracy sprawia u czytelni-
ka zainteresowanie tematem. Ponizej omdwie zawarto$¢ poszczegdlnych rozdziatéw, réwnoczesnie
starajac sie dokonac¢ ich merytorycznej oceny.

Rozdziat pierwszy ma charakter wprowadzenia. Opisany w nim zostat sam problem obrazo-
wania hiperspektralnego oraz wyzwania, ktére ze sobg niesie. Nastepnie autor przyblizyt definicje
istotnych dla pracy probleméw uczenia maszynowego: uczenia nadzorowanego, uczenia pétnadzo-
rowanego, transdukgji oraz uczenia wielo-widokowego. Definicji zostaly przedstawione w sposob
formalny i nie budzacy zadnych watpliwosci. Na koniec opisana zostata struktura dalszych rozdzia-
16w pracy i pojawily sie réwniez dwa gtéwne cele rozprawy:

e konstrukcja nowych algorytmdw klasyfikacji hiperspektralnej,

e eksperymentalna i teoretyczna analiza pél-nadzorowanego, wielo-widokowego podejscia do
klasyfikacji hiperspektralne;.

Oba cele oceniam na zasadne i ciekawe.

Rozdzial drugi poswiecony jest pierwszemu z wymienionych powyzej celéw, gdyz dotyczy pét-
nadzorowanych algorytméw Klasyfikacji hiperspektralnej przy uzyciu zbioru treningowego niewiel-
kich rozmiaréw. Rozpoczyna sie od ogdlnego opisu zaproponowanej metodologii, inspirujacej sie
rozwiazaniem problemu tzw. dtugoterminowego $ledzenia (ang. long-term tracking) w strumieniach
wideo, o nazwie TLD. Autor zauwazyt bardzo interesujaca analogie do klasyfikacji hiperspektralnej
i postanowit przedstawi¢ problem jako uczenie si¢ z dwoma typami ekspertéw: P oraz N. Skro-
ty biorg sie od skéw ,pozytywny” i ,negatywny”, i w kontekscie ustalonej klasy (etykiety) dotycza
decyzji o klasyfikacji danego piksela do tej klasy (klasyfikacja pozytywna) lub do klasy przeciwne;j
(klasyfikacja negatywna). Ekspert P jest optymistyczny i skupia si¢ na pominigtych przyktadach po-
tencjalnie pozytywnych, natomiast ekspert N jest pesymista i odrzuca przyktady sklasyfikowane jako
pozytywne, co do ktérych ma watpliwosci.
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Pomyst znakomicie pasuje do klasyfikacji hiperspektralnej, poniewaz ekspert P, wykorzystujac
zjawisko grupowania sie etykiet w spojne obszary na obrazie, bedzie starat sie nada¢ danym pikse-
lom etykiete podobna do tej, ktéra posiadajg ich sasiedzi w sensie przestrzennym, natomiast ekspert
N bedzie weryfikowal podobienstwo piksela do innych z proponowane;j klasy w sensie spektralnym,
co moze skutkowa¢ odrzuceniem potencjalnych kandydatéw wspieranych przez eksperta P. Sam
algorytm przebiega w kilku powtarzajacych sie etapach, w ktérych obaj eksperci oceniaja piksele
bez etykiet w kontekscie przynaleznoscei do réznych klas, a nastepnie podzbidr tych pikseli wspie-
rany przez eksperta P i nie budzacy watpliwosci eksperta N zostaje etykietowany klasg o najwiek-
szej wartosci funkeji oceniajacej przynalezno$é. Zaproponowany algorytm (nazwany przez autora
PNGrow) zostat obszernie przetestowany na wielu rzeczywistych zbiorach danych, oraz poréwnany
z najlepszymi istniejacymi metodami klasyfikacji hiperspektralnej. Algorytm PNGrow wyszedt z te-
go poréwnania zwyciesko, zwykle wygrywajac pod wzgledem trafnosci klasyfikacji z konkurentami.
Jestem pod wrazeniem umiejetnosci doktoranta w zakresie analizy eksperymentalnej, ktéra zawiera
miedzy innymi liczne wizualizacje dziatania algorytmu i przydziatu etykiet do pikseli, scenariusze
testowe modyfikujace zbiory danych celem zmniejszenia ich regularnosci, aby sprawdzi¢ dziatanie
algorytmu w trudniejszych warunkach, analize zaleznosci trafnosci klasyfikacji wzgledem wielkosci
poczatkowego zbioru treningowego, oraz skrupulatng analize statystycznej istotnosci uzyskanych
wynikéw. Jedyne, czego zabraklo mi w eksperymencie, to poréwnanie ztozonosci obliczeniowej
PNGrow z konkurencjg, cho¢ brak takiej analizy jest zapewne spowodowana wzieciem wynikéw
innych algorytmoéw z poprzednich prac (domyslam sie, ze nie fatwo bytoby znalez¢é ich implementa-
cje, ktérej mozna by samodzielnie uzy¢). Nie zmienia to jednaj mojej wysokiej oceny wynikéw tego
rozdziatu.

W rozdziale trzecim, najbardziej teoretycznej czesci pracy, doktorant wprowadza matematyczny
model problemu klasyfikacji pét-nadzorowanej z wieloma widokami w postaci reprezentacji grafo-
wej: kazdy z widokéw zwigzany jest z pewnym grafem, ktére wierzchotki to przyktady uczace, a
potaczenia miedzy nimi zwiazane sg z ich podobieristwem w obrebie danego widoki. Nastepnie opi-
sany zostaje schemat algorytmoéw klasyfikacji, ktére oparte sa na pomysle losowego spaceru po ta-
kim grafie: wierzchotki odwiedzane sa z prawdopodobieristwami proporcjonalnymi do podobienstw
miedzy sasiadami, mozna wiec policzy¢ prawdopodobienstwa trafienia do danego wierzchotka po n
krokach wychodzac od pewnego rozktadu poczatkowego na podzbiorze wierzchotkéw zwigzanym z
dang etykietg. Te konicowe prawdopodobienistwa sa w stanie wychwycié swego rodzaju sumaryczne
podobienistwo wszystkich wierzcholkéw w grafie do poetykietowanego podzbioru. Nastepnie algo-
rytm taczy ze soba podobienstwa wynikajace z poszczegdlnych graféw (widokéw), np. za pomoca
$redniej wazonej (kombinacji wypuktej). Wierzchotki o najwyzszych wartosciach takiego tacznego
podobienstwa otrzymuja etykiety zwiazane z klasa, do ktdrej sa najbardziej podobne. Pomyst taki
uwazam za interesujacy, a jednoczeénie bardzo ogdlny, pozwalajacy reprezentowaé w ten sposéb
wiele mozliwych wariantéw algorytméw klasyfikacji.

Dalsza czes$¢ rozdziatu skupia sie na teoretycznej analizie modelu: warunkach koniecznych na
przypisanie etykiety wszystkim przyktadom uczacym, analizy sytuacji, w ktérej graf sktada sie ze
skupisk wierzchotkéw przynaleznych do tej samej klasy, zdefiniowania warunkéw koniecznych i
wystarczajacych na poprawng klasyfikacje, oraz przedstawienia eksperymentalnego podejécia po-
zwalajacego na zastosowanie i weryfikacje powyzszych rezultatéw. Wyniki te sg ciekawe i znaczace,
mam jednak kilka uwag krytycznych dotyczacych ich przejrzystosci i sposobu ich przedstawienia,
ktére zostaly opisane w czesci ,,Uwagi drobne”. Chodzi tu przede wszystkim o pewne trudnosci
przy $ledzeniu samych twierdzen i ich dowoddéw, oraz pojawiajace sie gdzieniegdzie niejasnosci.
0Ogdblnos¢ uzyskanych wynikéw zmniejszajg réwniez pojawiajace sie czasem dos¢ mocne zatozenia
dotyczace struktury grafu lub samego algorytmu (wspomniane w czesci ,,Uwagi dyskusyjne i pole-
miczne”). Nie zmienia to faktu, ze uwazam wszystkie wymienione rezultaty za warto$ciowe.

Rozdziat czwarty to eksperymentalna weryfikacja wynikdw uzyskanych w rozdziale poprzednim.
W szczegélnosci, celem jest zastosowanie warunkéw koniecznych i wystarczajacych na przydziele-
nie poprawnych etykiet do probleméw klasyfikacji hiperspektralnej, oraz przetestowanie algorytmu
opartego na spacerach losowych po grafie. Autor wprowadza dwie miary, SCM (ang. sufficient con-
dition measure) i ESCM (ang. extended sufficient condition measure), ktére pozwalajg potencjalnie
zagwarantowa¢ poprawng klasyfikacje wszystkich pikseli. Jest to jednak obwarunkowane bardzo
silnymi zalozeniami, np. ze warto$ci miary sa dodatnie dla kazdego piksela na obrazie, lub ze pik-
selowi przydzielono etykiete w pierwszej iteracji, co w mojej opinii moze powodowac, ze uzyskane
gwarancje mogg zachodzi¢ stosunkowo rzadko w praktycznych problemach obrazowania. Nato-
miast druga czes¢ rozdziatu, czyli testy algorytmu opartego na spacerach losowych po grafach, nie
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budzi zastrzezen. Z testéw wynika, ze algorytm ten radzi sobie lepiej, niz konkurencyjne algoryt-
my klasyfikacji hiperspektralnej, natomiast, co ciekawe, przegrywa z ,wewnetrzng konkurencjg”
czyli algorytmem PNGrow z rozdziatu drugiego. Nie zmienia to oczywiscie wynikajacego z testéw
wniosku, Ze autor rozprawy w jej obrebie wprowadzit dwa najlepsze algorytmy klasyfikacji hiper-
spektralnej. Zgadzam sie réwniez z autorem, ze algorytm oparty na spacerach losowych ma spory
potencjat i dzigki odpowiedniemu doboru jego komponentéw (grafu podobieristwa, funkcji okre-
slajacej liczbe wierzchotkéw do etykietowania, itp.) jego wyniki z pewnoscia mozna by polepszyé.
Chciatbym réwniez w tym miejscu ponownie pochwali¢ doktoranta za bardzo dobra i obszerna ana-
lize eksperymentalng, badajacg trafnos¢ algorytmu wzgledem doboru réznych jego parametréw i
wzgledem wielkosci poczatkowego zbioru treningowego.

Rozdziatl szdsty dotyczy praktycznych zastosowan klasyfikacji hiperspektralnej. Podzielony jest
na trzy zasadniczo niezalezne czedci, zwiazane z trzema publikacjami doktoranta. W pierwszej cze-
Sci autor opisuje ciekawy pomyst algorytmu, ktéry w odréznieniu od poprzednio rozwazanego pa-
radygmatu wyboru pikseli najbardziej podobnych w obu widokach, bazuje na niezgodnosciach mie-
dzy widokami i rozszerza zbi6r treningowy poprzez dobér kandydatéw najbardziej niezgodnych.
Pomyst okazat sie bardzo trafny, poniewaz powoduje on wzrost trafnoéci klasyfikacji algorytméw
uzytych w dalszym etapie na w ten sposdb rozszerzonym zbiorze treningowym. W drugiej czesci
opisano uzycie algorytméw klasyfikacji do detekeji pozostatosci po strzale z broni palnej, co ma
istotne zastosowanie w analizach sadowych. Pomimo trudnego problemu z nieregularng struktu-
rg poszukiwanego sygnatu na obrazie autor uzyskat catkiem dobre wyniki trafnodci klasyfikacji. W
trzeciej czesci rozdzialu opisano problem selekcji pasm w widmach obrazéw hiperspektralnych, w
ktérych wzorzec, ktérego nalezy odszuka¢, jest znacznie mniejszy niz inne wzorce pojawiajace sie
na obrazie, a wlasnosci materialéw zwigzanych z poszukiwanym wzorcem przejawiajg sie jedynie w
niewielkiej liczbie pasm widma. Uzyte zostaly tutaj metody bazujaca na kumulantach WYZSZego rze-
du. Z wynikéw eksperymentu na rzeczywistym obrazie dotyczacym wydobycia materialéw wyraznie
widac¢, ze zaproponowane algorytmy osiagnely sukees, zwiekszajac trafnos¢ klasyfikacji w stosunku
do metody referencyjne;j.

W mojej opinii ten rozdzial w peini potwierdza, ze autor posiada umiejetnosé konstrukgji i sto-
sowania metod klasyfikacji hiperspektralnej bardzo dobrze sprawdzajacych sie praktyce.

Ostatni rozdzial pracy to podsumowanie, zawierajace wnioski z badar naukowych zwigzanych
z doktoratem oraz potencjalne kierunki dalszych badan nad klasyfikacja hiperspektralna.

3 Ocena wkladu oryginalnego

Rozprawa jest oparta na czterech artykutach, ktérych wspétautorem jest doktorant:

e Romaszewski, M., Glomb, P., i Cholewa, M. (2016). Semi-supervised hyperspectral classifica-
tion from a small number of training samples using a co-training approach. ISPRS Journal of
Photogrammetry and Remote Sensing, 121:60 — 76

e Glomb, P., Romaszewski, M., Cholewa, M., i Domino, K. (2018b). Application of hyperspectral
imaging and machine learning methods for the detection of gunshot residue patterns. Forensic
Science International

e Glomb, P., Domino, K., Romaszewski, M., i Cholewa, M. (2018a). Band selection with higher
order multivariate cumulants for small target detection in hyperspectral images. arXiv:1808.03513v1

e Cholewa, M., Glomb, P., i Romaszewski, M. (2018). A spatial-spectral disagreement-based
sample selection with an application to hyperspectral data classification. Goescience and Re-
mote Sensing Letters, Accepted for publication

Dwa pierwsze artykuly zostaty opublikowane, a czwarty przyjety do druku, w renomowanych cza-
sopismach (o wspétczynnikach Impact Factor wynoszacych, odpowiednio, 5,994, 1,974 i 2,892).
Przytaczam tutaj powyzsze dane bibliograficzne, aby podkresli¢, ze mgr inz. Michal Romaszewski
wydaje si¢ spetnia¢ z nawiazka wymogi formalne stawiane przez nawet ambitne jednostki badawcze
doktorantom chcacym finalizowaé swéj przewdd doktorski. Dodatkowo, rzut oka na liste publikacji
na stronie Instytutu Informatyki Teoretycznej i Stosowanej PAN pokazuje, ze wyzej wymienione pra-
ce nie stanowig catego dorobku naukowego doktoranta, ktéry jest znacznie obszerniejszy, i zapewne
nie zostat wiaczony do pracy aby zachowa¢ pelng spéjnosé tematyczna,.
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Rozprawa zawiera wiele oryginalnych wynikéw, ktére oméwitem juz w poprzedniej czesci recen-
zji, w zwiazku z tym tutaj wymienie kilka najwazniejszych, moim zdaniem, osiagnieé:

¢ Konstrukeja algorytmu w oparciu o wspéidziatanie dwéch ekspertow zwiazanych z dwoma
widokami - przestrzennym i spektralnym, pozwalajaca efektywnie sie uczy¢ z zaskakujaco
matych zbioréw treningowych. Algorytm cechuje sie wysoka trafnoscia klasyfikacji, przewyz-
szajaca rozwigzania z poprzednich prac (a nawet inne rozwigzanie samego doktoranta).

¢ Formalna definicja problem uczenia pét-nadzorowanego z wieloma widokami w postaci zbioru
nieskierowanych graféw (zwigzanych z poszczegélnymi widokami), oraz wprowadzenie algo-
rytmé6w Klasyfikacji bazujacych na spacerach losowych po grafach i je agregujacych. W szcze-
gblnodci, autor analizowat zaproponowany schemat algorytmiczny z teoretycznego punktu
widzenia, podajgc warunki konieczne na przydzielenie etykiety kazdemu przyktadowe, defi-
niujac skupiska w grafie pozwalajace na poprawna klasyfikacje wszystkich wierzchotkéw, oraz
wprowadzajac warunki konieczne i wystarczajace na poprawna klasyfikacje w szerszym kon-
tekscie.

¢ Propozycja eksperymentalnego podejscia pozwalajacego na zastosowanie i weryfikacje teo-
retycznych rezultatéw opisanych w poprzednim punkcie, wilacznie z wyprowadzeniem miar
gwarantujacych poprawng klasyfikacje, lub poprawna klasyfikacje pikseli etykietowanych w
pierwszym kroku dziatania algorytmu, a takze eksperymentalng weryfikacje dziatania algoryt-
mow opartych na spacerach losowych po grafach widokéw.

¢ Zastosowanie algorytmow klasyfikacji do rozwiazania praktycznych probleméw obrazowania
hiperspektralnego.

Krétko podsumowujac wymienione osiagniecia uznaje, ze doktorantowi udato si¢ osiagnac cele
rozprawy, jakimi byta konstrukcja nowych algorytméw klasyfikacji wielospektralnej oraz analiza
eksperymentalna i teoretyczna wielo-widokowego i poét-nadzorowanego podejscia do problemu.

4 Uwagi dyskusyjne i polemiczne

Nie kwestionujac wartosci catosciowych wynikéw zawartych w rozprawie, chciatbym zgtosi¢ ponizej
kilka uwag krytycznych i dyskusyjnych.

¢ Wrozdziale 2 moje watpliwosci budzi odejmowanie od siebie ocen dawanych przez ekspertéw
zgodnie ze wzorem (2.4). Sugerowatoby to, ze obie oceny znajduja sie na tej samej skali. Mi-
mo, Ze obie oceny przyjmuja wartosci z przedziatu [0, 1], to jednak ich interpretacja wydaje sie
inna. W szczegdlnosci suma ocen eksperta N (po odjeciu od jedynki) dla réznych klas zawsze
daje wartos¢ jeden, moze wiec byé interpretowana jako jeden minus prawdopodobienstwo
przydziatu piksela do klasy, P(klasa|piksel). Z kolei, oceny eksperta P nie majg takiej wita-
snosci. Zbudowane na jadrowym estymatorze gestosci maja raczej wymiar rozktadu gestosci
prawdopodobieristwa po obrazie pod warunkiem wybranej klasy, czyli P(piksel|klasa). Suge-
rowatoby to konieczno$¢ odwrécenia drugiego z prawdopodobieistw za pomoca twierdzenia
Bayesa.

* Rowniez w rozdziale 2, moze troche niepokoi¢ ztozonos¢ obliczeniowa eksperta P, ktéry dla
kazdej z klas i dla kazdego z pikseli musi wyznaczy¢ estymator gestosci na podstawie wszyst-
kich innych pikseli nalezacych do danej klasy (tak wynika przynajmniej ze wzoru (2.2)). Czy
da sie tutaj zastosowaé przyblizenia lub metody obliczeniowe, ktére zmniejsza ztozonos¢ tej
czesci algorytmu? Przyktadowo, mozna by uzy¢ jadra gestosci, ktére ma skoriczony nosnik
(np. tréjkatnego lub Epanecznikowa).

e Jak juz wspomniano, w rozdziale 3 cze$é twierdzen i dowodéw jest trudna w lekturze i poja-
wily sie pewne niejasnosci. Sugerowatbym skrupulatne przejrzenie tego rozdziatu.

e Réwniez w rozdziale 3, istotno$é wynikéw we wniosku 3.7.3, twierdzeniu 3.8.2, lub wniosku
3.9.2 obniza zatozenie, ktéry méwi, ze klasyfikator etykietuje kazdy wezet grafu. Tymczasem
autor podaje tylko warunki na to konieczne, a nie warunki wystarczajace, na podstawie kt6-
rych mozna by postawione zatozenie sprawdzi¢. Oczywiscie, w przypadku funkcji 1 tak sie
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zapewne dzieje (uwaga 3.10.1), ale juz w przypadku funkgji 2 trudno cokolwiek powiedziec.
Podobnie, inne zalozenia poprawnej klasyfikacji zwigzane z wartosciami funkgji S/ (p, k) wy-
daja sie dos¢ restrykcyjne.

W rozdziale 4 moje watpliwosci budzi uzywanie wprowadzonych miar SCM i ESCM. Miary te
sa warunkami wystarczajacymi na poprawng klasyfikacje, ale nie koniecznymi, ich spelienie
moze byé w praktycznych problemach, w ktérych grafy nie maja czystych separowalnych kom-
ponentdw, dos¢ trudne, a ich dziatanie jest obrazowane jedynie na bardzo regularnych przy-
ktadach (rysunki 4.4-4.7). Dodatkowo, zatozenie o etykietowaniu danego wierzchotka/piksela
w pierwszej iteracji, ktére towarzyszy niektérym z wynikéw, powoduje, ze uzyskane przy tym
zatozeniu gwarancje poprawnej klasyfikacji dotycza zapewne tylko niewielkiej liczby wszyst-

kich pikseli.

5 Uwagi drobne

Ponizej przedstawiam liste drobnych uwag dotyczacych mniej waznych uchybien lub literowek:

Sekcja 2.3.1, 3 linia: zamiast (1, ..., ,,) powinno by¢ (zy, ...xp)

Sekcja 2.3.1: troche (przynajmniej dla mnie) niescisty opis zbioru treningowego: w zasadzie
do zbioru treningowego powinny wchodzi¢ rowniez opisy przestrzenne pikseli, tj. pary (r;, ¢;)
dla kazdego pikselai =1,...,n.

Sekcja 2.3.2, linia 9: pojawia si¢ nieuzywany wcze$niej symbol Sy, na okreslenie danych ucza-
cych (a moze na okreglenie score?).

Wzér (2.3): by¢ moze warto zwrdci¢ uwage na pewne niebezpieczenstwo numeryczne, gdyby
w(i, j) dla pewnej pary pikseli bytoby réwne zeru.

Strona 20, linia 8: spices-level — species-level (?)

Strona 20, sekcja 2.4.2: opis, w jaki sposéb estymowany jest parametr 6 jest niezrozumiaty:
co oznacza zapis 1 = Nj(k), jesli N;(k) jest zbiorem, a k sa rowniez elementami zbioru? Czy
chodzi o to, ze minimum liczone jest po takich 7, ktére naleza do N;(k) dla pewnego k € 7°¢?

Strona 24, réwnanie (2.5): z tego, co rozumiem, wyniki konkurujacych algorytméw zosta-
ty wziete z poprzednich prac, a wigc od zmiennej SM (D, s) odejmowana jest zawsze stata
wartos$¢ (najlepszej) metody referencyjnej, niezalezna od losowo wybranego zbioru treningo-
wego? Réwnanie (2.5) pozostawia w tym sensie pewna niejasno$¢: pierwszy czlon po prawej
stronie réwnania (jako$¢ PNGrow) zalezy od losowego zbioru treningowego, natomiast drugi
jest staty i niezalezny od zbioru treningowego. By¢ moze warto byltoby to jako$ zaznaczy¢.

Strona 43, uwaga 3.2.3, pkt 2: co kryje sie za stwierdzeniem ,every node in the set Ti ain IS
classified correctly”? Czy chodzi o to, ze w zbiorze treningowym informacja o etykietach jest
zgodna z Y ue?

Strona 44, definicja 3.3.7: czy Sciezki w definicji mierzone sa wzgledem grafu G, czy induko-
wanego podgrafu n? Definicja sugeruje, ze wzgledem oryginalnego grafu, ale w tej sytuacji
jaka jest rola £'? (wydaje sie, ze mozna wziac¢ £’ = () i definicja nadal bedzie speiniona).

Strona 49, pierwszy punkt: nie jest jasne dlaczego kombinacja wypukla jest oznaczona jako
S!, = a,(ST)". Przez kombinacje wypuklg n elementéw z1, ..., x, rozumie si¢ sume >, a;z;
(z nieyjemnymi wspéiczynnikami sumujacymi sie do jedynki), a nie pojedynczy wyraz tej
sumy.

Strona 50, opis algorytmu, sekcja ,Arguments”: czy powinno by¢ InitialProbabilities zamiast
StartingProbabilities? Réwniez w algorytmie pojawia sie zbiér 7;%, ktdry nie jest uaktualniany
ani zdefiniowany wewnatrz algorytmu (czy powinno sie pojawi¢ 7' = 71t U T .oq?)-

se.

Strona 53, sekcja 3.5.2: funkcja 3 jest opisana jako dajaca rozktad prawdopodobienstwa ,that
starts from every labelled node with equal probability”. Nie jest to dla mnie do korica jasne,
poniewaz sugerowatoby to wszystkie wierzchotki z 7}/, podczas gdy zgodnie z funkgcjg 3, dla
danej klasy ¢ € C przypisywany jest rozktad jednostajny na wszystkich wierzchotkach majqcych
etykiete tej klasy, a nie majacych jakakolwiek etykiete.
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e Strona 54, Przyktad 3.1: czym jest funkcja f,(-)? (nie jest to chyba wyjasnione)

e Strona 55, opis przykladu 3.2: zdanie »for each point from view 1 and arbitrary one-to-one map-

ping was found at random in view 2” jest niezrozumiale; nie sa tez podane wartosci parametréw
Qy.

e Strona 57, Lemat 3.6.3: czy v/ z treéci lematu to doktadnie v? Jedli tak, to moze warto to
zaznaczy¢ w lemacie?

¢ Mimo usilnych staran nie datem rady zrozumie¢ logiki stojacej za dowodem twierdzenia 3.6.5.
W szczegolnosci, czy stwierdzenie ,let there be a sequence of nodes” zaklada istnienie takiej
sekwencji, czy udowadnia, ze taka sekwencja istnieje? Nie jest dla mnie jasne, czym sg po-
szczegGlne elementy k?, ..., k0 i dlaczego ki~1 ¢ Vi (i czym whasciwie jest ki=1?). Zeby byto
Jjasne, nie podwazam prawdziwosci tego twierdzenia i intuicyjnie rozumiem, ze jego dowéd
wynika z naprzemiennego stosowania lematéw 3.6.3 i 3.6.4.

¢ Lemat 3.7.2: czy warunek drugi (tzn. Z;n;, N V(n) # 0) nie wynika z warunku trzeciego
(Algorytm 1 etykietuje kazdy wezel)? Jesli warunek drugi nie jest spelniony, to w jaki sposéb
algorytm méglby poetykietowaé wszystkie wezty?

e Lemat 3.8.1: czego dotyczy ,,if and only if”? Nie powinno ono pojawi¢ sie po wyrazeniu (3.7)?
Podobnie jest w twierdzeniu 3.8.2 (rozpoczyna sie od ,,if and only if”). Réwniez w tym lemacie:
w réwnaniu (3.7) mamy sume po k € V¢ zamiast po k € P - dlaczego?

e Wniosek 3.9.1: dlaczego wszystkie prawdopodobienstwa musza by¢ réwne? Mam wrazenie,
ze w dowodzie nie wykorzystuje sie tego faktu (w réwnaniach (3.9) i (3.10) znaczenie ma
tylko to, ze minimum jest mniejsze (a maksimum wigksze) od dowolnej kombinacji wypuklej,
niekoniecznie z réwnymi wagami). Kolejna uwaga: wydaje sie, ze najlepiej przyja¢ 7 = T},
wtedy nieréwnos¢ (3.8) jest najlatwiejsza do spemienia.

Strona 70: assumption 3 — Assumption 3.
¢ Lemat 3.10.2: réwniez niepoprawna sktadnia z »if and only if” przed wyrazeniem (3.12).

e Strona 75, linia 5: zdanie , some nodes may no longer be labelled” sugeruje dla mnie, ze wezly
moga w pewnym momencie przesta¢ by poetykietowane.

o Definicja 4.2.1: skad skrot ,.cli” na funkcje SCM?
e Strona 85, punkt 3 u géry strony: ten punkt chyba réwniez wymaga zatozenia 7;,,;, C 7.
e Strona 85, punkt 4: to nie wydaje mi sie takie oczywiste, aby pozostawi¢ bez dowodu.

e Strona 86, punkt 5: trzeba chyba zatozy¢, ze p € N, (tzn. powiaza¢ klase ¢ z wierzchotkiem
p)?

e Sekcja 4.4.1 (eksperyment): co oznacza stwierdzenie, ze parametry algorytmu zostaty wybra-
ne za pomoca 5-krotnej walidacji krzyzowej? Czy mam przez to rozumied, ze zbidr treningowy
(5, 10, lub 15 przyktadéw na klase), zostat podzielony na wtasciwg cze$é treningowa (4, 8 lub
12 przyktadéw) i cze$é testowa (1, 2, lub 3 przyklady)? Czes¢ testowa wydaje mi sie w tym
wypadku dos¢ mata, aby sensownie wybra¢ parametry.

e Tabela 4.1: nie jest powiedziane, w jaki sposéb uzyskano klasyfikacje dla pikseli, ktére nie
zostaly poetykietowane przez Algorytm 1. Czy uzyto jakiego$ innego klasyfikatora, czy po
prostu Algorytm 1 poetykietowat wszystkie przyklady?

e Wykresy 4.8,4.9,4.12 - co oznacza npercentage of unlabelled examples labelled in every itera-

tion”? Czy jest to zwiazane wielkoscig zbioru T ectea W kazdej iteracji?

e Sekcja 5.2.1: nie jest dla mnie do korica jasne, czy metoda MRG to doktadnie uzycie SVM i
MREF, a nastepnie wybér punktéw, na ktérych obie metody sie nie zgadzaja, czy jest to wstepna,
odrebna metoda uzyta uprzednio przed wymienionymi algorytmami.

e Tabela 5.1: nie jest opisany, w jakim sposéb uzyskano wyniki i ich istotnosé statystyczna: czy
eksperyment byt powtarzany wielokrotnie i usredniany? Przydatoby sie choé jedno zdanie.
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6 Konkluzja koncowa

Chcialbym zauwazy¢, ze krytyczne uwagi oraz komentarze przedstawione w poprzednich czesciach
recenzji maja charakter dyskusji, majacej na celu lepsze zrozumienie rozprawy oraz pomoc w dal-
szych badaniach autora. Natomiast catociowo oceniam rozprawe bardzo dobrze. Problemy badaw-
cze, z ktérymi zmierzy} sie doktorant, sg ambitne i istotne dla postepu w dziedzinie obrazowania
hiperspektralnego. Sama rozprawa charakteryzuje si¢ wysokim poziomem merytorycznym i zawiera
interesujace rezultaty, zaréwno o charakterze eksperymentalnym, jak i teoretycznym. W mojej opinii
doktorant wykazat sie dobrymi umiejetnosci prowadzenia badan naukowych. Wszystkie postawione
w rozprawie cele zostaly osiagniete.

W zwiazku z tym rozprawe oceniam jako spelniajaca wymogi stawiane pracom doktorskim
i wnosze o dopuszczenie mgr. inz. Michata Romaszewskiego do dalszych etapow przewodu
doktorskiego.

Wadedn Lk

dr hab. inz. Wojciech Kottowski
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