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Niniejsza rozprawa doktorska podejmuje tematyke zastosowania metod
uczenia maszynowego do klasyfikacji obrazow hiperspektralnych. Systemy
obrazowania hiperspektralnego (ang. hyperspectral imaging, HSI) zwane tak-
ze systemami spektroskopii obrazowej (ang. imaging spectroscopy) rejestruja
obraz w postaci setek waskich pasm zwanych takze kanatami, zwykle w zakre-
sie od 400nm do 2500nm widma fali elektromagnetycznej, co stanowi zakres
swiatta widzialnego i bliskiej podczerwieni (ang. visible and near-infrared,
VNIR) oraz krotkiej podczerwieni (ang. short-wavelength infrared, SWIR).
Dane hiperspektralne pozwalaja na detekcje, identyfikacje i ocene zmian sta-
nu obrazowanych substancji, wykorzystujac fakt ze substancje te w rézny
spos6b odbijaja, absorbuja albo emitujg promieniowanie elektromagnetycz-
ne, w zaleznosci od swojego sktadu chemicznego oraz tekstury powierzchni.

Problem hiperspektralnej klasyfikacji zdefiniowa¢ mozna w nastepujacy
sposob: majac dany zbiér przyktadow tzn. pikseli hiperspektralnych oraz
zbior klas odpowiadajacych materialom na obrazie, nalezy przypisa¢ kaz-
demu pikselowi etykiete jednej z klas. Klasyfikacja obrazow hiperspektral-
nych jest ztozonym problemem; wynika to z faktu, ze obrazy te sa duze,
wielowymiarowe, koszt uzyskania etykiet danych treningowych jest znaczacy,
a w danych wystepuja niekorzystne zjawiska np. obecno$¢ szumu o zlozo-
nej strukturze. Bogactwo zastosowan obrazéw hiperspektralnych oraz licz-
ne wyzwania badawcze stanowig motywacje dla rozwoju nowych metod ich
klasyfikacji. Jednymi z najskuteczniejszych metod do klasyfikacji obrazow hi-
perspektralnych sg algorytmy wykorzystujace uczenie czedciowo nadzorowane
oraz uczenie wielowidokowe.

Uczenie czesciowo nadzorowane polega na wykorzystaniu do trenowania
klasyfikatora zarowno danych o znanych etykietach jak i danych bez etykiet.
Uczenie wielowidokowe zaktada, ze zbiér cech danych da sie podzieli¢ na
roztaczne podzbiory, przetwarzane réznymi metodami; wyniki tych metod



sg potem taczone w celu uzyskania koncowego wyniku. Zbadanie wielowi-
dokowych algorytméw klasyfikacji hiperspektralnej byto celem tej rozprawy
doktorskiej. Teza tej rozprawy jest, ze wykorzystanie uczenia wielowi-
dokowego i czeSciowo nadzorowanego w algorytmach klasyfikacji
zwieksza precyzje klasyfikacji obrazéw hiperspektralnych.

W wyniku przeprowadzonych badan:

1. Opracowano nowe algorytmy klasyfikacji hiperspektralne;j.

2. Dokonano teoretycznej i eksperymentalnej analizy wybranych wielowi-
dokowych, czesciowo nadzorowanych algorytméw klasyfikacji.

Prace podzielono na sze$é¢ rozdziatow.

Rozdzial pierwszy stanowi wprowadzenie do tematyki obrazowania hiper-
spektralnego oraz definiuje problem klasyfikacji w oparciu o uczenie wielowi-
dokowe i czesciowo nadzorowane.

Algorytm wykorzystujacy uczenie wielowidokowe i cze$ciowo nadzorowa-
ne do klasyfikacji danych hiperspektralnych przedstawiony zostal w rozdziale
drugiem. Algorytm ten oparty jest o podejscie zwane wspotuczniem (ang. co-
training ), w ktérym dwa procesy klasyfikuja dane w oparciu o roztaczne zbio-
ry cech, a nastepnie zbiér treningowy kazdego z nich jest rozszerzany o pod-
zbior przyktadow sklasyfikowanych przez drugi proces. Inspiracja dla przed-
stawionego algorytmu byta takze metoda Sledzenie-uczenie-detekcja (ang.
tracking-learning-detection, TLD) shuzaca do §ledzenia obiektéw w strumie-
niach wideo. Przedstawiony algorytm wykorzystuje dwa procesy zwane P-
i N-ekspertem, ktore oceniaja przynaleznosé pikseli do klas; P-ekspert sta-
wia hipoteze o przestrzennej cigglosci pikseli nalezacych do kazdej klasy a N-
ekspert zaktada spektralne podobienstwo pikseli w klasie. Laczac oceny eks-
pertéw algorytm w sposob iteracyjny klasyfikuje zbiér danych. Algorytm
ten przetestowany zostat na szesciu roznorodnych zbiorach danych repre-
zentujacych przewidywane zastosowania oraz zostat porownany z wiodacymi
metodami w dziedzinie. Wyniki eksperymentéw pokazuja ze przedstawiony
algorytm pozwala na precyzyjna klasyfikacje obrazéw hiperspektralnych.

Wnhioski z rozdziatu drugiego wykorzystane zostaly w rozdziale trzecim,
gdzie dokonano analizy teoretycznej wybranych wtasnosci wielowidokowych,
czesciowo nadzorowanych algorytméw klasyfikacji. Analize te przeprowadzo-
no w oparciu o zaproponowang rodzine algorytmow grafowych. W rozdzia-
le zaproponowano reprezentacje wielowidokowego zbioru danych w postaci



ciagu nieskierowanych graféw wazonych oraz zdefiniowano problem wielowi-
dokowej, czedciowo nadzorowanej klasyfikacji na takim zbiorze danych. Za-
proponowano rowniez rodzine modelowych algorytmoéow opartych o btadzenie
losowe po grafie, takich, ze wtasnosci teoretyczne tych algorytméw utatwiaja
ich analize. Zdefiniowano pojecie grafu taczonego oraz udowodniono, ze dla
zaproponowanych algorytméw warunkiem koniecznym zakonczenia klasyfi-
kacji, tzn. sytuacji w ktérej algorytm przypisuje etykiety wszystkim przy-
ktadom w zbiorze danych jest, aby kazdy przyktad bez etykiety byl pota-
czony z przyktadem treningowym w grafie taczonym. Pokazano ze w wyniku
podzialu grafu taczonego na czyste sktadowe spojne, tzn. sktadowe spojne
o weztach nalezacych do jednej klasy, jesli w kazdej czystej sktadowej spoj-
nej znajduje sie przynajmniej jeden przyktad treningowy, to zaproponowane
algorytmy bezbtednie sklasyfikuja taki zbior danych. Udowodniono réwniez
warunek konieczny i wystarczajacy do bezbtednej klasyfikacji zbioru danych
przez zaproponowane algorytmy.

Wybrane wyniki teoretyczne z rozdziatu trzeciego przetestowane zostaty
w scenariuszach klasyfikacji hiperspektralnej w rozdziale czwartym. Zdefi-
niowana zostala specjalna miara warunku wystarczajacego, pozwalajaca na
sprawdzenie zatozen warunku koniecznego i wystarczajacego do bezbted-
nej klasyfikacji przez zaproponowana rodzing algorytmow. Wykorzystujac ta
miare pokazano, ze precyzje klasyfikacji mozna zwiekszy¢ poprzez zastoso-
wanie uczenia wielowidokowego, natozenie ograniczen na zbiér danych tre-
ningowych lub ograniczenie liczby klasyfikowanych w danej iteracji przykta-
déw. Przetestowano takze zdefiniowany w poprzednim rozdziale algorytm w
scenariuszu klasyfikacji hiperspektralnej. Uzyskane wyniki wskazuja, ze pod
wzgledem precyzji klasyfikacji danych hiperspektralnych algorytm ten doréw-
nuje lub przewyzsza standardowe klasyfikatory takie jak maszyny wektorow
wspierajacych (ang. Support Vector Machines, SVM) jednak, ze wzgledu na
uproszczenia majace utatwiac¢ jego analize teoretyczna, nie doréwnuje on al-
gorytmowi zaproponowanemu w rozdziale drugim.

Celem rozdziatu piatego niniejszej rozprawy byta analiza zastosowania
proponowanego w poprzednich rozdziatach podejscia do klasyfikacji w roz-
wiazywaniu réoznorodnych probleméw badawczych zwigzanych a przetwarza-
niem danych hiperspektralnych. Analizy dokonano w oparciu o trzy prace
dotyczace klasyfikacji i detekcji hiperspektralnej. Pokazano ze proponowane
podejscie moze by¢ etapem posrednim bardziej skomplikowanego algorytmu
stuzacego do rozszerzania zbioréw treningowych; Przedstawiono, jak zaob-
serwowane w rozdziale drugim wtasnosci opisanego tam algorytmu mogg by¢



wykorzystane do wspomagania procesu hiperspektralnej detekcji pozostato-
sci gazéw prochowych (ang. gunshot residue, GSR); Zaproponowano sposéb
potaczenia przedstawionego algorytmu klasyfikacji z metoda selekcji kana-
tow spektralnych w oparciu o analize wielowymiarowych kumulant wyzszych
rzedow (ang. higher order multivariate cumulants, HOMC).

Podsumowanie prac przedstawiono w rozdziale szostym tej rozprawy.
Uzyskane wyniki teoretyczne i eksperymentalne wspieraja teze ze wykorzy-
stanie uczenia wielowidokowego i czeSciowo nadzorowanego w algorytmach
klasyfikacji zwieksza precyzje klasyfikacji obrazow hiperspektralnych.



